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Abstrak— Kemajuan teknologi mendorong industri media massa untuk beralih dari media cetak ke media digital seperti situs berita online. Secara umum, situs berita online mengelompokkan artikel berita menjadi beberapa kategori untuk memudahkan pembaca dalam memilih artikel berita sesuai topik yang diminati. Hanya saja pengelompokkan artikel berita dilakukan secara manual dengan mempelajari isi atau kontennya terlebih dahulu. Apabila jumlah artikel berita yang ingin dikelompokkan sangat banyak, maka waktu yang dibutuhkan juga tidak sedikit. Hal ini menjadi dasar untuk membuat sistem klasifikasi otomatis dalam mengelompokkan artikel berita. Artikel berita dari IDNTimes menjadi sumber data di penelitian ini. Algoritma TF-IDF digunakan sebagai ekstraksi fitur, sedangkan SVM digunakan sebagai klasifikasi data. Penelitian ini akan membandingkan Genetic Algorithm (GA) dan Bayesian Optimization Algorithm (BOA) dalam mengoptimasi SVM untuk mengklasifikasi artikel berita. Berdasarkan hasil pengujian sistem, algoritma GA-SVM memiliki akurasi 93.80% dan waktu pemrosesan 969.015 detik, sedangkan BOA-SVM memiliki akurasi 94.79% dan waktu pemrosesan 829.921 detik. Kesimpulannya, algoritma BOA lebih baik daripada GA dalam mengoptimasi SVM untuk mengklasifikasi artikel berita.

Kata Kunci— klasifikasi artikel berita, support vector machine, bayesian optimization, genetic algorithm.
Pendahuluan
Kemajuan teknologi mendorong industri media massa untuk beralih dari media cetak ke media digital seperti situs berita online. Terhitung sejak tahun 2011-2016, jumlah pembaca berita online naik hingga 500%. Berdasarkan survei yang dilakukan oleh Nielsen Indonesia, konsultan pemasaran, pada tahun 2017 jumlah pembaca berita online di Indonesia mencapai 6 juta orang, melebihi jumlah pembaca media cetak yang hanya mencapai 4,5 juta orang [1]. Studi Nielsen pada tahun 2018 juga mengungkap bahwa konsumen Indonesia menghabiskan waktu sekitar 3 jam 14 menit per harinya untuk membaca berita online [2].
Secara umum, situs berita online mengelompokkan artikel berita menjadi beberapa kategori seperti teknologi, otomotif, olahraga, wisata, dan lifestyle. Pengelompokkan ini dilakukan dengan tujuan memudahkan pembaca untuk memilih artikel berita sesuai topik yang diminati. Selama ini pengelompokkan artikel berita dilakukan secara manual dengan mempelajari isi atau kontennya terlebih dahulu. Apabila jumlah artikel berita yang ingin dikelompokkan sangat banyak, maka waktu yang dibutuhkan untuk mempelajari isi atau kontennya pun juga tidak sedikit. Pengelompokkan artikel berita juga membutuhkan ketelitian yang tinggi agar tidak terjadi kesalahan dalam menentukan kategori. Oleh karena itu, sistem klasifikasi otomatis dalam mengelompokkan artikel berita diperlukan untuk mengatasi permasalahan tersebut.
Klasifikasi adalah proses pengelompokkan objek dengan ciri-ciri atau karakteristik tertentu yang sama ke dalam beberapa kategori. Salah satu objek yang dapat diklasifikasi adalah teks. Klasifikasi teks secara otomatis dapat dilakukan dengan menggunakan ciri atau fitur kata yang muncul pada dokumen latih [3]. Klasifikasi teks dapat dilakukan secara manual atau otomatis menggunakan machine learning seperti Support Vector Machine – SVM, pendekatan model data toleransi kasar, dan pendekatan Rules Association [4].
Penelitian yang dilakukan oleh Siti Nur Asiyah dan Kartika Fithriasari pada tahun 2016 menunjukkan bahwa sistem yang dapat mengklasifikasi artikel berita  secara otomatis dapat dilakukan dengan algoritma Support Vector Machine (SVM) dan K-Nearest Neighbor (KNN). Penelitian ini membandingkan kinerja SVM dan KNN dalam mengklasifikasi artikel berita dari situs detik.com ke dalam lima kategori, yaitu news, finance, hot, sport, dan otomotif. Hasil dari penelitian ini adalah SVM kernel polynomial menghasilkan akurasi lebih baik daripada kernel linier. Apabila dibandingkan dengan KNN, maka SVM lebih baik daripada KNN dengan hasil akurasi, recall, precision dan F-Measure sebesar 93.2%, 93.2%, 93.63% dan 93.14% [5].
Penelitian tentang klasifikasi artikel berita juga pernah dilakukan oleh Batoul Aljaddouh dan Nishith A. Kotak pada tahun 2020. Penelitian ini menggunakan algoritma TF-IDF dan SVM dalam implementasinya. Dataset yang digunakan adalah gabungan antara 2 dataset, yaitu artikel berita BBC dan dataset 20 news group. Penelitian ini menggunakan lebih dari 3500 artikel berbeda untuk membangun pengelompokan artikel menjadi 8 kelas, yaitu Atheism, Bussines, Car, Entertainment, Politic, Space, Sport, Technology. Berdasarkan hasil yang diperoleh dari penelitian ini, SVM mampu menghasilkan akurasi pada proses training sebesar 96,40% dan 89,70% pada proses testing terhadap 160 artikel [6]. 
Kedua penelitian sebelumnya menunjukkan bahwa algoritma SVM mampu menghasilkan akurasi tinggi untuk mengklasifikasi artikel berita. Hal itu karena SVM mampu mengklasifikasi data dengan menemukan hyperplane atau fungsi keputusan terbaik. Hyperplane tersebut dibuat dengan memperhitungkan posisi Support Vector atau titik-titik data terdekat saja sehingga data berdimensi tinggi tidak akan menurunkan kinerja SVM. Algoritma SVM juga dapat dioptimasi sehingga kinerja SVM menjadi lebih baik. Algoritma yang dapat mengoptimasi SVM contohnya seperti Grid Search, Genetic Algorithm, dan Bayesian Optimization Algorithm [7].
Genetic Algorithm (GA) adalah metodologi pencarian optimasi adaptif umum yang mendukung analogi seleksi alam Darwin dan sistem biologi genetika, dapat menjadi alternatif yang menjanjikan untuk pencarian heuristik standar [8]. Algoritma GA memiliki konsep serupa dengan proses evolusi dimana individu-individu terbaik akan bertahan hidup, sedangkan individu-individu yang lemah akan punah. GA bekerja dengan sekumpulan kandidat solusi yang disebut populasi. Sekumpulan kandidat tersebut akan diseleksi melalui suatu fungsi yang disebut fitness function. Melalui fitness function, akan diketahui fitness value-nya untuk kemudian dijadikan referensi pada proses GA berikutnya. Menurut Iwan dkk, algoritma GA dapat mengoptimasi SVM 15,9 kali lebih cepat daripada algoritma lain seperti Grid Search [9].
Bayesian Optimization Algorithm (BOA) adalah salah satu algoritma yang juga dapat mengoptimasi SVM selain Grid Search dan GA. BOA bekerja dengan menguji beberapa kombinasi hyperparamater SVM dalam interval nilai yang telah ditentukan. BOA memanfaatkan Gaussian Process sebagai model pengganti dari fungsi objektif. BOA juga memanfaatkan fungsi akuisi untuk menyeleksi titik sampel yang akan diuji di dalam proses selanjutnya. Dibandingkan dengan Grid Search, BOA memiliki waktu komputasi yang relatif lebih singkat dalam melakukan pencarian hyperparameter [10].
Berdasarkan uraian diatas, maka penelitian ini akan berfokus pada perbandingan Genetic Algorithm (GA) dan Bayesian Optimization Algorithm (BOA) dalam mengoptimasi algoritma SVM untuk mengklasifikasi artikel berita berbahasa Indonesia. Hal ini bertujuan untuk mengetahui bagaimana kinerja SVM setelah dioptimasi menggunakan GA dan BOA, sekaligus mengetahui algoritma mana yang lebih baik antara GA dengan BOA dalam mengklasifikasi artikel berita bahasa Indonesia. Artikel berita dikumpulkan dalam bentuk file txt untuk kemudian diolah dalam program Python. Algoritma Term Frequency and Inverse Document Frequency (TF-IDF) dipilih sebagai ekstrasi fitur dan Support Vector Machine (SVM) dipilih sebagai algoritma klasifikasi data. 
Metodologi
Tujuan dari penelitian  ini yaitu untuk mengetahui performa dari algoritma GA-SVM dan BOA-SVM dalam mengklasifikasi artikel berita. Artikel berita yang diklasifikasi adalah artikel berita berbahasa Indonesia dari situs IDNTimes. Sebanyak 500 artikel digunakan sebagai dataset dengan 5 kategori berita sebagai kelas data. Masing-masing kelas terdiri dari 100 artikel berita. Ekstrasi fitur yang digunakan dalam penelitian ini adalah 1000 vektor kata dari TF-IDF. Gambaran umum penelitian dapat dilihat pada Gbr 1.
[image: ]
[bookmark: _Ref43248849]Gbr 1. Alur Kerja Penelitian  
1. Mengumpulkan Artikel Berita
Dataset dikumpulkan secara manual dengan membuka situs IDNTimes dan menyalin teks artikel satu persatu untuk kategori teknologi, otomotif, olahraga, wisata, dan lifestyle dengan mengecualikan gambar dan video. Setiap artikel yang telah disalin akan disimpan dalam format file txt. Setiap artikel yang berbeda kategori akan disimpan di folder yang berbeda sehingga akan ada 5 folder.
1. Preprocessing
Sebelum digunakan untuk proses training dan testing dataset akan diolah terlebih dahulu melalui tahap preprocessing. Tahap preprocessing meliputi case folding, penghapusan karakter dan simbol non alfabet, filter stopword, stemming, dan tokenisasi. Preprocessing dilakukan dengan tujuan untuk menormalisasi dataset agar siap digunakan untuk proses training dan testing.
Case folding adalah tahap dimana seluruh teks dari artikel berita diubah menjadi huruf kecil. Kemudian karakter-karakter dan simbol-simbol pada teks artikel berita seperti emoticon dan sejenisnya dihilangkan karena tidak mengandung informasi yang penting. Beberapa kata umum yang muncul dalam jumlah besar pada teks artikel berita seperti “ke”, “di”, “yang” merupakan stopwords yang wajib dihilangkan karena kata-kata tersebut tidaklah informatif. Setelah stopwords dihilangkan, dilakukan proses stemming, yaitu proses pemotongan imbuhan pada kata sehingga kata imbuhan kembali menjadi kata dasar. Langkah terakhir yaitu tokenisasi, dimana sekumpulan kalimat pada teks artikel berita dipecah menjadi token atau kata.
1. Ekstraksi Fitur TF-IDF
Term Frequency and Inverse Document Frequency (TF-IDF) adalah algoritma yang dapat mengonversi teks menjadi representasi angka yang nantinya dapat dipelajari oleh machine learning. TF-IDF biasa digunakan sebagai ekstrasi fitur dalam pemrosesan teks. TF-IDF bekerja dengan menghitung bobot dengan cara integrasi antara nilai Term Frequency (TF) dan Inverse Document Frequency (IDF) dari setiap kata pada seluruh dokumen [5] sehingga dapat digunakan untuk mengetahui tingkat kepentingan sebuah kata dalam dokumen. Alur kerja dari algoritma TF-IDF dapat dilihat pada Gbr 2.
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[bookmark: _Ref49103544]Gbr 2. Alur Kerja TF-IDF
Nilai TF menyatakan frekuensi sebuah kata yang keluar di dalam sebuah dokumen. Rumus untuk menghitung nilai TF dapat dilihat pada (1). Semakin besar nilai TF sebuah kata menunjukkan bahwa kata tersebut sering keluar di dalam sebuah dokumen. 

	
	[bookmark: _Ref49024741](1)



Nilai IDF menyatakan seberapa unik sebuah kata di dalam dokumen. Nilai DF perlu dihitung terlebih dahulu supaya dapat menghitung nilai IDF. Rumus untuk menghitung nilai DF dapat dilihat pada persamaan (2). 
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Setelah diketahui nilai DF, nilai IDF dapat dihitung dengan rumus (3). Semakin tinggi nilai IDF sebuah kata menunjukkan bahwa kata tersebut jarang keluar pada sebuah dokumen atau langka.
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Setelah diketahui nilai TF dan IDF, selanjutnya adalah menghitung nilai bobot TF-IDF dengan cara mengalikan nilai TF dan nilai IDF seperti persamaan (4).  
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1. Support Vector Machine (SVM)
SVM merupakan salah satu metode terbaik yang bisa dipakai dalam permasalahan klasifikasi [11]. Umumnya SVM digunakan untuk memecahkan permasalahan linier. Namun SVM juga dapat memecahkan masalah non linier dengan mentransformasi data ke ruang berdimensi tinggi menggunakan fungsi kernel. Kernel yang paling sering digunakan pada SVM adalah Linier, RBF, Polynomial, dan Sigmoid [12]. 
[image: ]
[bookmark: _Ref47468245]Gbr 3. Alur Kerja SVM
Sebelum melakukan training, jenis kernel dan hyperparameter SVM perlu diinisialisasi terlebih dahulu [10]. Nilai hyperparameter SVM yang umum digunakan adalah nilai cost. Untuk beberapa kernel seperti kernel RBF, dibutuhkan nilai hyperparameter tambahan seperti nilai gamma. Nilai cost pada SVM mempengaruhi margin dan error saat klasifikasi, sedangkan nilai gamma mempengaruhi performa kernel RBF dalam melakukan klasifikasi. Alur kerja dari SVM dapat dilihat pada Gbr 3.
Jenis kernel dan hyperparameter berpengaruh dalam proses training untuk menghasilkan model SVM yang tepat. Model tersebut nantinya akan digunakan oleh SVM untuk melakukan prediksi terhadap data baru yang belum pernah di-training oleh SVM sebelumnya. Adapun model SVM dapat dinyatakan dalam bentuk persamaan (5).
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Dimana :
	= fungsi hyperplane
	= bobot
	= fungsi kernel
	= bias
Pemilihan hyperparameter yang tepat akan meningkatkan performa dari SVM. Namun tidak ada patokan tertentu dalam menentukan nilai hyperparameter SVM. Oleh karena itu untuk mencari nilai hyperparameter yang tepat, dibutuhkan algoritma tambahan untuk mengoptimasi SVM, seperti Genetic Algorithm (GA) dan Bayesian Optimization Algorithm (BOA).
1. Genetic Algorithm
Genetic Algorithm (GA) adalah metodologi pencarian optimasi adaptif umum yang mendukung analogi seleksi alam Darwin dan sistem biologi genetika, dapat menjadi alternatif yang menjanjikan untuk pencarian heuristik standar [8]. Algoritma GA memiliki konsep serupa dengan proses evolusi dimana individu-individu terbaik akan bertahan hidup, sedangkan individu-individu yang lemah akan punah. Dengan cara itu, GA dapat digunakan untuk menemukan solusi untuk menyelesaikan permasalahan dengan menyeleksi sekumpulan kandidat yang solusi yang ada.
Proses dari GA diawali dengan menginisialisasi sekumpulan individual yang disebut populasi. Setiap individual tersebut merupakan kandidat solusi yang dicari untuk menyelesaikan masalah. Masing-masing individual terdiri dari sekumpulan variabel yang disebut gen. Adapun sekumpulan dari gen disebut kromosom. Biasanya gen-gen tersebut direpresentasikan dalam bentuk string. String tersebut menggunakan bilangan biner. GA menggunakan fungsi fitness untuk menyeleksi populasi. Fungsi fitness akan menghasilkan nilai fitness untuk tiap individu pada populasi. Individu yang dicari oleh GA adalah individu yang menghasilkan nilai fitness tertinggi. Individu dengan nilai fitness tertinggi merupakan solusi yang ditemukan oleh GA.
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[bookmark: _Ref47639499]Gbr 4. Alur Kerja GA-SVM
GA menggunakan 3 operator untuk bekerja, yaitu seleksi, crossover dan mutasi. Konsep dari seleksi adalah menyeleksi individual yang memiliki nilai fitness tertinggi untuk dilanjutkan ke proses selanjutnya. Alur kerja dari GA dengan SVM sebagai fungsi fitness-nya dapat dilihat pada Gbr 4. GA akan memilih 2  pasang individual (kromosom) untuk melanjutkan ke proses crossover. Crossover adalah proses dimana dua pasang kromosom melakukan kawin silang dengan cara menukar gen satu sama lain sehingga menciptakan populasi baru. Proses selanjutnya yaitu mutasi, dimana gen-gen pada kromosom bermutasi untuk menjaga keberagaman antar populasi. Proses algoritma GA berhenti jika populasi telah konvergen.
1. Bayesian Optimization Algorithm
Bayesian Optimization Algorithm (BOA) merupakan algoritma yang menggunakan pendekatan Teorema Bayes untuk melakukan pencarian guna menemukan fungsi tujuan maksimum atau minimum.  Pendekatan ini bermanfaat untuk menyelesaikan fungsi objektif yang kompleks, rumit, dan mahal untuk dievaluasi. BOA menggunakan fungsi pengganti (surrogate function) dapat memperkirakan fungsi tujuan sehingga dapat mengarahkan pengambilan sampel di masa mendatang. Pengambilan sampel melibatkan penggunaan posterior secara hati-hati dalam fungsi yang dikenal sebagai fungsi akuisisi (acquition function), misalnya untuk memperoleh lebih banyak sampel. Fungsi akuisi adalah  teknik di mana posterior digunakan untuk memilih sampel berikutnya dalam ruang pencarian. Setelah sampel tambahan dan evaluasinya dikumpulkan melalui fungsi tujuan, sampel tersebut ditambahkan ke data D kemudian posterior diperbarui. Proses ini terus diulangi sampai hasil maksimum atau minimum  dari fungsi tujuan ditemukan, atau sampai resource habis .

[image: ]
[bookmark: _Ref47810901]Gbr 5. Alur Kerja BOA-SVM
BOA menjadi salah satu algoritma yang juga dapat mengoptimasi SVM selain Grid Search dan GA. BOA bekerja dengan menguji beberapa kombinasi hyperparamater SVM dalam interval nilai yang telah ditentukan. BOA memanfaatkan Gaussian Process sebagai model pengganti dari fungsi objektif. BOA juga memanfaatkan fungsi akuisi untuk menyeleksi titik sampel yang akan diuji di dalam proses selanjutnya. Gambaran dari proses yang terjadi pada BOA dapat dilihat pada Gbr 5. Dibandingkan dengan Grid Search, BOA memiliki waktu komputasi yang relatif lebih singkat dalam melakukan pencarian hyperparameter [10].
1. Perhitungan Akurasi
Nilai akurasi digunakan sebagai tolok ukur kedekatan antara nilai sebenarnya dengan nilai prediksi dari sistem yang dibangun pada penelitian. Akurasi menggambarkan ketepatan sasaran dari penelitian dalam menyelesaikan masalah. Rumus menghitung akurasi adalah sebagai berikut:
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Untuk menguji keberhasilan dari sistem yang dibangun pada penelitian ini, dilakukan perhitungan akurasi seperti pada persamaan (6). Nilai akurasi dinyatakan dalam bentuk persen (%). Semakin tinggi nilai persentase akurasi, semakin baik pula performa dari sistem yang dibangun.
Hasil Pembahasan
Artikel berita dari IDN Times digunakan sebagai dataset pada penelitian ini. Penelitian ini akan membangun sistem yang dapat mengklasifikasi artikel berita dari IDN Times menjadi beberapa kategori, yaitu teknologi, otomotif, olahraga, wisata, dan lifestyle. Sistem yang dibangun pada penelitian ini menggunakan bahasa pemrograman Python. Penelitian ini akan berfokus pada perbandingan performa algoritma GA- SVM dengan BOA-SVM dalam mengklasifikasi artikel berita.
A. Pengumpulan Dataset
Pengumpulan dataset dilakukan dengan menyalin artikel berita dari situs IDN Times yang beralamat https://www.idntimes.com untuk kemudian disimpan ke dalam file berformat txt artikel berita yang disalin adalah artikel berita yang sudah dilabeli dengan kategori teknologi, otomotif, olahraga, wisata, dan lifestyle oleh IDN Times. File artikel berita kemudian disimpan dalam folder yang sesuai dengan kategorinya sehingga akan ada 5 folder untuk 5 kategori file artikel berita. 
File artikel berita yang digunakan sebagai dataset pada penelitian ini memiliki cara penamaan yang khusus. Untuk file artikel berita dengan kategori teknologi akan diberi nama Teknologi_angka (dimana angka yang dimaksud adalah angka 1 sampai dengan 100). Untuk file artikel berita dengan kategori otomotif akan diberi nama Otomotif_angka. Untuk file artikel berita dengan kategori olahraga akan diberi nama Olahraga_angka. Untuk file artikel berita dengan kategori wisata akan diberi nama Wisata_angka. Untuk file artikel berita dengan kategori lifestyle akan diberi nama Lifestyle_angka hal ini dilakukan agar memudahkan program Python dalam membaca file-file tersebut sebagai dataset.
Tabel 1 merupakan rincian jumlah dataset yang digunakan pada penelitian ini.


[bookmark: _Ref41082975]Tabel 1
Rincian Jumlah Dataset Artikel Berita IDN Times
	Kategori
	Jumlah

	Teknologi
	100

	Otomotif
	100

	Olahraga
	100

	Wisata
	100

	Lifestyle
	100

	Total
	500



B. Preprocessing
Dataset yang telah terkumpul akan melalui tahap preprocessing terlebih dahulu sebelum siap digunakan. Metode yang digunakan sebagai preprocessing adalah ekstraksi fitur menggunakan algoritma TF-IDF. Algoritma TF-IDF akan mengonversi teks artikel berita menjadi representasi angka yang nantinya dapat dipelajari oleh algoritma machine learning seperti Support Vector Machine (SVM).
Teks artikel berita akan melalui case folding, filtering, dan tokenisasi. Case folding adalah proses penyeragaman karakter, dalam hal ini mengonversi semua huruf menjadi huruf kecil. Kemudian filtering yaitu menghapus karakter non-alfabet dan stopwords dari teks artikel berita. Terakhir adalah tokenisasi yaitu memecah teks menjadi kata per kata (token). Token tersebut nantinya diproses oleh TF-IDF.
TF-IDF menentukan tingkat kepentingan sebuah kata dalam dokumen dengan langkah-langkah seperti pada Gbr 2. Skor TF-IDF akan digunakan sebagai fitur yang dipelajari oleh SVM. Contoh hasil perhitungan TF-IDF dapat dilihat pada Tabel 2.
[bookmark: _Ref61725674]Tabel 2
Contoh Hasil Perhitungan TF-IDF
	Term
	Data

	
	1
	2
	3
	4
	5
	6
	7
	8

	Hubungan
	0.19  
	0.10 
	0.00 
	0.00
	0.00
	0.00
	0.00
	0.00

	Belajar
	0.02  
	0.00 
	0.00 
	0.00
	0.00
	0.00
	0.09 
	0.00

	Kondisi
	0.02 
	0.00  
	0.00  
	0.00
	0.00
	0.02
	0.03 
	0.00

	Masalah
	0.11  
	0.02 
	0.05  
	0.00
	0.00
	0.00
	0.00
	0.39

	Seru
	0.05
	0.00
	0.00
	0.00
	0.00
	0.00
	0.00
	0.00




C. Pengujian Sistem Menggunakan GA-SVM
Pengujian sistem yang dilakukan pertama kali adalah pengujian menggunakan algoritma GA-SVM. Algoritma GA bekerja sebagai algoritma yang mengoptimasi SVM dengan mencari nilai hyperparameter yang tepat agar menghasilkan akurasi yang lebih baik. Nilai hyperparameter yang dicari adalah nilai cost dan gamma.
Interval nilai cost dan gamma yang dicari oleh GA adalah 0.01 sampai 100. Kernel SVM yang digunakan adalah Kernel RBF. Penelitian ini menggunakan 10-Fold Cross Validation untuk membagi dataset menjadi data training dan data testing secara acak. Parameter GA yang digunakan pada penelitian ini antara lain population_size=50, gene_mutation_prob=0.10, gene_crossover_prob=0.5, tournament_size=2, generations_number=10. 

[image: ]
[bookmark: _Ref72932829]Gbr 6. Contoh Hasil Pengujian Sistem Menggunakan GA-SVM
Berdasarkan percobaan yang telah dilakukan, algoritma GA dapat mengoptimasi SVM sehingga menghasilkan akurasi 93.80% untuk nilai cost 3.208 dan gamma 1.023. Hasil dari pengujian sistem menggunakan GA-SVM dapat dilihat pada Gbr 6 dan Tabel 3.
[bookmark: _Ref60501688]Tabel 3
Contoh Hasil Pengujian Sistem Menggunakan GA-SVM
	Generation
	Nevals
	Average
	Min
	Max
	Std

	0
	50
	0.25768  
	0.214   
	0.938   
	0.171888

	1
	32
	0.3588
	0.214   
	0.938   
	0.2896

	2
	31
	0.46064
	0.214   
	0.938   
	0.342629

	3
	27
	0.562
	0.214   
	0.938   
	0.361256

	4
	29
	0.69256 
	0.214   
	0.938   
	0.341972

	5
	29
	0.79392  
	0.214   
	0.938   
	0.28817

	6
	29
	0.89456 
	0.214   
	0.938   
	0.17194

	7
	35
	0.92352
	0.214   
	0.938   
	0.10136

	8
	32
	0.938 
	0.938   
	0.938   
	0

	9
	31
	0.938
	0.938   
	0.938   
	0   

	10
	39
	0.92352
	0.214   
	0.938   
	0.10136




D. Pengujian Sistem Menggunakan BOA-SVM
Pengujian sistem yang dilakukan selanjutnya adalah pengujian menggunakan algoritma BOA-SVM. Algoritma BOA digunakan sebagai algoritma yang mengoptimasi SVM seperti GA. BOA akan mencari nilai hyperparameter SVM yang tepat agar menghasilkan akurasi yang lebih baik. Nilai hyperparameter yang dicari adalah nilai cost dan gamma.
Interval nilai cost dan gamma yang dicari oleh BOA adalah 0.01 sampai 100. Kernel SVM yang digunakan adalah Kernel RBF. Penelitian ini menggunakan 10-Fold Cross Validation untuk membagi dataset menjadi data training dan data testing secara acak. Parameter BOA yang digunakan pada penelitian ini antara lain init_points=50, n_iter=50. 
Berdasarkan percobaan yang telah dilakukan, algoritma BOA dapat mengoptimasi SVM sehingga menghasilkan akurasi 94.79% untuk nilai cost 100 dan gamma 0.010. Hasil dari pengujian sistem menggunakan BOA-SVM dapat dilihat pada  Tabel 4.


[bookmark: _Ref60502646]Tabel 4
Contoh Hasil Pengujian Sistem Menggunakan BOA-SVM
	Iterasi
	Target
	Cost
	Gamma

	1
	0.258
	41.71  
	72.04

	4
	0.264  
	18.63
	34.56

	10
	0.282   
	14.05   
	19.82

	14
	0.688  
	8.51
	3.91

	25
	0.3    
	28.78   
	13.01

	28
	0.476   
	49.16  
	5.34

	51
	0.89 
	0.293  
	0.576

	54
	0.94    
	2.602  
	0.1918

	58
	0.948    
	100   
	0.010

	83
	0.944   
	39.94   
	0.010
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Gbr 7. Contoh Hasil Pengujian Sistem Menggunakan BOA-SVM (1)
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Gbr 8. Contoh Hasil Pengujian Sistem Menggunakan BOA-SVM (2)
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Gbr 9. Contoh Hasil Pengujian Sistem Menggunakan BOA-SVM (3)
E. Perbandingan Performa GA-SVM dan BOA-SVM
Penelitian ini akan membandingkan performa algoritma GA-SVM dan BOA-SVM. Algoritma GA-SVM menghasilkan akurasi 93.80% untuk nilai cost 3.208 dan gamma 1.023,  sedangkan algoritma BOA-SVM menghasilkan akurasi 94.79% untuk nilai cost 100 dan gamma 0.010. Untuk mengetahui perbedaan antara SVM setelah dioptimasi dan sebelum dioptimasi, dilakukan juga pengujian sistem menggunakan algoritma SVM (tanpa optimasi). Tabel 5 ini menunjukkan perbandingan performa antara SVM, GA-SVM, dan BOA-SVM.
[bookmark: _Ref60511650]Tabel 5
Perbandingan Performa SVM, GA-SVM, dan BOA-SVM.
	Algoritma
	Akurasi
	Durasi (detik)

	SVM
	93.20%
	8.578

	GA-SVM
	93.80%
	969.015

	BOA-SVM
	94.79%
	892.921



Berdasarkan Tabel 5, algoritma GA maupun BOA mampu meningkatkan akurasi dari SVM. Di antara algoritma GA dan BOA, BOA-SVM menghasilkan akurasi lebih tinggi dari GA-SVM. Sedangkan untuk durasi pemrosesan, BOA-SVM membutuhkan waktu lebih sedikit daripada GA-SVM. Jadi performa algoritma BOA-SVM dalam mengklasifikasi artikel berita berbahasa Indonesia lebih baik daripada GA-SVM.

Kesimpulan
Dari hasil penelitian yang telah dilakukan, diperoleh kesimpulan bahwa artikel berita berbahasa indonesia dapat diklasifikasi berdasarkan kategorinya menggunakan algoritma Support Vector Machine (SVM). Akurasi dari algoritma SVM dapat meningkat bila dioptimasi menggunakan Bayesian Optimization Algorithm (BOA) dan Genetic Algorithm (GA). Klasifikasi artikel berita berdasarkan kategorinya menghasilkan akurasi 93.20% jika menggunakan SVM 93.80% jika menggunakan GA-SVM, 94.79%  jika menggunakan BOA-SVM. Algoritma BOA dapat mengoptimasi SVM lebih baik daripada algoritma GA dilihat dari tingkat akurasi maupun waktu pemrosesan. Saran untuk penelitian selanjutnya adalah dapat melakukan perbandingan menggunakan algoritma yang lain. 
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