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Abstract  

Human activity recognition (HAR) is one of the topics that is being widely researched because of its diverse implementation in 

various fields such as health, construction, and UI / UX. As MEMS (Micro Electro Mechanical Systems) evolves, HAR data 

acquisition can be done more easily and efficiently using inertial sensors. Inertial sensor data processing for HAR requires a 

series of processes and a variety of techniques. This literature study aims to summarize the various approaches that have been 

used in existing research in building the HAR model. Published articles are collected from ScienceDirect, IEEE Xplore, and 

MDPI over the past five years (2017-2021). From the 38 studies identified, information extracted are the overview of the areas 

of HAR implementation, data acquisition, public datasets, pre-process methods, feature extraction approaches, feature 

selection methods, classification models, training scenarios, model performance, and research challenges in this topic. The 

analysis showed that there is still room to improve the performance of the HAR model. Therefore, future research on the topic 

of HAR using inertial sensors can focus on extracting and selecting more optimal features, considering the robustness level of 

the model, increasing the complexity of classified activities, and balancing accuracy with computation time. 

Keywords: Human Activity Recognition, inertial sensor, accelerometer, gyroscope 

Abstrak 

Pengenalan aktivitas manusia atau Human Activity Recognition (HAR) merupakan salah satu topik yang sedang banyak diteliti 

karena implementasinya yang beragam dalam berbagai bidang seperti kesehatan, konstruksi, dan UI/UX. Seiring dengan 

berkembangnya MEMS (Micro Electro Mechanical Systems), akuisisi data HAR dapat dilakukan dengan lebih mudah dan 

efisien menggunakan sensor inersia. Pengolahan data sensor inersia untuk HAR membutuhkan serangkaian proses dan beragam 

teknik. Studi literatur ini bertujuan untuk merangkum berbagai pendekatan yang telah digunakan pada penelitian-penelitian 

yang sudah ada dalam membangun model HAR. Publikasi yang ditelaah diperoleh dari ScienceDirect, IEEE Xplore, dan MDPI 

dalam kurun waktu lima tahun terakhir (2017-2021). Dari 38 penelitian yang berhasil diidentifikasi, serangkaian informasi 

yang dikumpulkan adalah gambaran mengenai bidang implementasi HAR, akuisisi data, dataset publik, metode pra-proses, 

pendekatan ekstraksi fitur, metode pemilihan fitur, model klasifikasi, skenario pelatihan, performa model, dan tantangan 

penelitian dalam topik ini. Analisis yang dilakukan menunjukkan bahwa masih terdapat ruang untuk meningkatkan performa 

model HAR. Oleh sebab itu, penelitian mendatang mengenai topik HAR menggunakan sensor inersia dapat difokuskan pada 

ekstraksi serta pemilihan fitur yang lebih optimal, mempertimbangkan tingkat robustness model, meningkatkan kompleksitas 

aktivitas yang diklasifikasi, dan menyeimbangkan antara akurasi dengan komputasi. 

Kata kunci: Pengenalan aktivitas manusia, sensor inersia, akselerometer, giroskop 

1. Pendahuluan  

Pengenalan aktivitas manusia atau dalam bahasa inggris 

disebut dengan Human Acvitity Recognition (HAR) 

merupakan salah satu topik yang sedang banyak diteliti 

oleh peneliti karena implementasinya yang cukup luas 

[1]. Tujuan utama dari HAR adalah mengenali aktivitas-

aktivitas yang dilakukan manusia sehingga dapat 

menghasilkan peringatan secara dini atau membantu 

dalam membuat keputusan tertentu. HAR digunakan 

dalam berbagai aspek kehidupan mulai dari pemantauan 

orang yang sedang sakit [2], pemantauan pekerja 

bangunan [3], hingga pemantauan orang dalam rumah 

yang menerapkan konsep Smart Home [4].  
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Saat ini, metode HAR dapat dibedakan menjadi tiga 

kategori berdasarkan tipe alat akuisisi data yang 

digunakan yakni computer vision [5], standalone sensor 

[6] dan smart device seperti smartwatch, smartphone, 

smart glasses [7]. HAR dengan computer vision 

mengandalkan sistem eksternal seperti sensor optik 

(kamera) yang menangkap gambar atau video untuk 

diolah lebih lanjut dalam mengenali aktivitas manusia. 

Alat yang biasa digunakan pada metode ini seperti 

kamera infrared, kamera RGB, kamera dengan sensor 

tangkap-gerak dan Microsoft Kinect [8]. Meskipun 

peneliti-peneliti telah menghasilkan model dengan 

akurasi yang cukup tinggi dengan metode ini, namun 

penerapannya masih memiliki beberapa kekurangan  

dan tantangan antara lain masalah privasi pengguna, 

memerlukan infrastruktur tambahan, dan masalah 

pencahayaan serta faktor lingkungan lainnya yang 

sangat berpengaruh terhadap akurasi model HAR [5]. 

Seiring berkembangnya MEMS (Micro Electro 

Mechanical Systems), maka muncul solusi untuk 

menanggulangi masalah HAR menggunakan computer 

vision, yakni dengan standalone sensor. Pada metode 

ini, data diakusisi melalui alat yang ditempelkan pada 

bagian tubuh manusia. Kelebihan dari penggunaan 

metode ini adalah menanggulangi isu privasi, alat yang 

lebih ringan, lebih murah dan portable [9]. Sensor yang 

sering digunakan pada metode ini adalah akselerometer 

dan giroskop [10]. Kedua sensor tersebut menangkap 

informasi yang berbeda pada pergerakan manusia. 

Akselerometer menangkap informasi kecepatan pada 

sumbu x, y dan z (3-axis). Sedangkan giroskop 

digunakan untuk menangkap perubahan orientasi atau 

perubahan kecepatan rotasi yang disebut dengan roll 

untuk sumbu x, pitch untuk sumbu y, dan yaw untuk 

sumbu z [11]. Visualisasi rotasi pada masing-masing 

sumbu dapat dilihat pada Gambar 1.  

 
Gambar 1. Visualisasi rotasi pada sumbu x, y, z [12] 

Saat ini, sensor-sensor seperti akselerometer dan 

giroskop telah disematkan pada smart devices seperti 

smartphone, smartwatch maupun smartglasses [13]. 

Penggunaan smart device yang semakin masif 

memungkinkan pengambilan data untuk HAR jauh lebih 

mudah dan praktis melalui perangkat tersebut. Maka dari 

itu, semakin banyak peneliti tertarik mengangkat topik 

ini [12-13]. 

Beberapa studi literatur mengenai HAR telah dilakukan 

sebelumnya. Zhang, et. al. [5] melakukan studi literatur 

yang berfokus pada HAR menggunakan computer vision 

yang membahas mulai dari aktivitas yang diklasifikasi, 

metode yang digunakan, modalitas kamera, dataset, 

performa model yang dihasilkan, dan tantangan serta 

arah penelitian selanjutnya. Studi literatur secara 

komprehensif lainnya dilakukan oleh Demrozi, et. al. [6] 

pada HAR menggunakan  sensor inersia, fisiologis, dan 

lingkungan. Penelitian ini membahas mulai dari sensor 

yang digunakan, aktivitas yang diklasifikasi, dataset 

publik, metode pra-proses & ekstraksi fitur, model 

klasifikasi, dan performa model. Studi literatur serupa 

juga dilakukan oleh Hussain, et. al. [16] yang membahas 

berbagai pendekatan dalam membangun model HAR, 

dimana studi literatur tidak difokuskan pada jenis sensor 

tertentu. Di lain sisi, Ferrari, et. al. [1] melakukan studi 

literatur dari penelitian-penelitian HAR spesifik dalam 

konteks sensor pada smartphone saja. Namun sejauh ini, 

belum ada studi literatur yang berfokus pada penelitian 

HAR menggunakan sensor inersia dan membahas secara 

rinci mengenai proses rekayasa fitur data sensor 3-axis 

yang digunakan mulai dari pra-proses, ekstraksi fitur, 

dan pemilihan fitur. Maka dari itu, tujuan dari studi 

literatur ini adalah untuk mengetahui perkembangan 

metode pada penelitian terkait HAR menggunakan 

sensor inersia, khususnya pada proses pengolahan data 

sensor sebelum dilakukan pembuatan model. Kontribusi 

utama dari penelitian ini adalah sebagai berikut:  

• Menyediakan ringkasan dari penelitian terkait 

HAR menggunakan sensor inersia pada 5 tahun 

terakhir (2017-2021) 

• Mengidentifikasi metode pra-proses, rekayasa 

fitur, model klasifikasi, dataset yang digunakan, 

dan performa model HAR yang telah diteliti oleh 

peneliti sebelumnya 

• Mengidentifikasi tantangan pada domain HAR 

menggunakan sensor inersia 

Selanjutnya, penelitian ini dibagi menjadi tiga bagian 

yakni bab kedua berisikan metode studi literatur yang 

digunakan, bab ketiga berisikan hasil dan pembahasan, 

dan bab keempat berisikan kesimpulan penelitian. 

2. Metode Penelitian 

Studi literatur yang dilakukan terdiri dari beberapa 

tahapan. Mulai dari tahap Identification, Screening, 

Eligibity, hingga menghasilkan kumpulan artikel yang 

digunakan pada tahap Included. Tahapan pemilihan 

publikasi yang ditinjau tersebut mengacu pada kerangka 

PRISMA (Preferred Reporting Items for Systematic 

reviews and Meta-Analyses) [17] sebagaimana 

diringkas dalam Gambar 2.  
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Gambar 2. Alur Pemilihan Artikel Berdasarkan PRISMA  

Pada tahap Identification, dilakukan pencarian publikasi 

artikel pada basis data jurnal secara daring. Pada tahap 

screening, dilakukan penghilangan artikel yang duplikat 

dan tidak relevan dan screening abstrak. Selanjutnya, 

pada tahap Eligibility, dilakukan penilaian kelayakan 

dan kualitas artikel berdasarkan pembacaan artikel 

secara komprehensif. Terakhir, pada tahap Included,  

dihasilkan kumpulan artikel yang akan dilakukan telaah. 

Pertanyaan riset atau research question (RQ) juga 

dirumuskan agar analisis pada studi literatur lebih fokus 

dan terarah. Pertanyaan riset yang digunakan tertera 

pada Tabel 1. 

Tabel  1. Pertanyaan Riset 

No Pertanyaan Riset 

RQ-1 Apa saja implementasi dari pemanfaatan HAR 
menggunakan sensor inersia? 

RQ-2 Apa saja jenis akuisisi data yang dilakukan dalam 

konteks HAR menggunakan sensor inersia? 
RQ-3 Apa saja dataset publik yang dapat diakses untuk 

penelitian HAR? 

RQ-4 Bagaimana metode pra-proses yang digunakan dalam 
memproses data sensor? 

RQ-5 Bagaimana metode ekstraksi fitur yang digunakan 

dalam penelitian yang sudah ada?  
RQ-6 Bagaimana metode pemilihan fitur yang digunakan 

dalam penelitian terdahulu? 

RQ-7 Apa saja metode klasifikasi yang telah diterapkan 
dalam HAR? 

RQ-8 Bagaimana skenario pelatihan dan evaluasi yang 

digunakan? 

RQ-9 Sejauh mana performa model HAR yang telah 

diajukan? 

RQ-10 Apa saja tantangan dalam penelitian HAR 
menggunakan data sensor inersia? 

2.1. Sumber Publikasi 

Artikel-artikel penelitian yang digunakan pada studi 

literatur ini bersumber dari tiga database yang dapat 

diakses secara daring, antara lain ScienceDirect, IEEE 

(Institute of Electrical and Electronics Engineers) 

Xplore, dan MDPI (Multidisciplinary Digital Publishing 

Institute). Ketiga database tersebut digunakan karena di 

dalamnya menyediakan jurnal-jurnal bereputasi dan 

berindeks Scopus. ScienceDirect 

(www.sciencedirect.com) adalah platform utama untuk 

literatur peer-review dari Elsevier, IEEE Xplore 

(www.ieeexplore.ieee.org) adalah perpustakaan digital 

yang mencakup studi di bidang komputer dan 

elektronik, dan MDPI (www.mdpi.com) berisikan 

berbagai kumpulan artikel dari berbagai bidang. 

2.2. Strategi Pencarian 

Pencarian publikasi dilakukan pada database yang telah 

dijelaskan pada sub-bab 2.1. dengan menggunakan kata 

kunci sesuai konteks pengenalan aktivitas manusia 

yakni “Human Activity Recognition”. Lalu, kata kunci 

tersebut digabungkan dengan kata kunci lain untuk 

menspesifikkan sensor yang digunakan untuk akuisisi 

data. Kata kunci tambahan yang digunakan adalah 

“Accelerometer” OR “Gyroscope” OR “Smartphone”. 

Penggabungan kata kunci HAR dan sensor dilakukan 

dengan fungsi AND. Sebagai contoh, “Human Activity 

Recognition Accelerometer” merupakan salah satu kata 

kunci pencarian. Pencarian dilakukan pada bulan 

Oktober 2021. Dengan menggunakan kata kunci 

tersebut, ditemukan hasil pencarian sebanyak 5414 

artikel. 

2.3. Kriteria Inklusi dan Eksklusi 

Kriteria inklusi dan eksklusi digunakan untuk memilih 

publikasi yang akan diperiksa. Kriteria ini digunakan 

untuk memastikan kualitas, relevansi, dan keterbaruan 

publikasi. Kriteria inklusi yang digunakan antara lain (1) 

publikasi HAR menggunakan sensor inersia yang 

berfokus pada supervised learning atau klasifikasi, (2) 

publikasi dengan tipe artikel riset yang terindeks Scopus 

minimal Q3, (3) tahun publikasi dibatasi hanya 5 tahun 

terakhir yakni mulai tahun 2017, (4) publikasi berbahasa 

inggris yang telah melewati proses peer-reviewed, (5) 

memiliki metodologi yang kuat dan menuliskan tahapan 

rekayasa fitur serta model klasifikasi dengan jelas dan 

rinci. Sedangkan, kriteria eksklusi yang digunakan 

untuk menghapus artikel dari kumpulan artikel yang 

akan digunakan antara lain (1) publikasi yang tidak 

relevan dalam konteks HAR menggunakan sensor 

inersia, (2) publikasi yang duplikat, dan (3) publikasi 

yang bukan berbahasa inggris.  

Dengan menerapkan kriteria inklusi dan eksklusi, 

publikasi yang telah terpilih melewati proses 

penyaringan sebanyak tiga kali. Proses penyaringan 

pertama dilakukan berdasarkan keterhubungan judul 

dengan konteks yang akan dibahas. Publikasi yang 

dihasilkan dari tahapan ini sebanyak 121 artikel. Proses 

kedua adalah penyaringan berdasarkan abstrak dan 

ditemukan 33 artikel yang tidak sesuai konteks. Dari 

tahapan ini, dihasilkan 88 artikel. Proses ketiga adalah 

pembacaan full-text untuk menghilangkan artikel-artikel 

yang memiliki penjelasan kurang rinci dan metodologi 

yang kurang kuat. Sehingga, pada tahap akhir dihasilkan 

38 artikel untuk dilakukan studi literatur secara 

sistematis. 
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2.4.  Statistik Publikasi  

Gambar 3 menunjukkan distribusi dari 38 publikasi yang 

telah tersaring melalui serangkaian proses pada Gambar 

2. Dari 38 artikel, 15 artikel diantaranya adalah publikasi 

pada tahun 2020. Sedangkan, 23 artikel lainnya 

dipublikasikan pada tahun 2017, 2018, 2019 dan 2021. 

 

Gambar 3. Distribusi Publikasi Berdasarkan Tahun 

Persebaran publikasi berdasarkan indeks Scopus jurnal 

dapat dilihat pada Gambar 4. Sebagian besar publikasi 

(22 artikel - 58%) merupakan publikasi yang diterbitkan 

oleh jurnal bereputasi dengan indeks Scopus Q1. 

Sedangkan, 13 artikel lainnya adalah Q2 dan sisanya 

merupakan publikasi pada jurnal dengan indeks Scopus 

Q3. Hal ini menunjukkan bahwa jurnal yang digunakan 

untuk studi literatur merupakan jurnal yang 

berkredibilitas dan memiliki kualitas yang telah teruji.  

 

Gambar 4. Distribusi Publikasi Berdasarkan Indeks Scopus 

Jika ditinjau berdasarkan jurnal, publikasi terpilih paling 

banyak didapatkan dari jurnal “Sensors” yang 

diterbitkan oleh Multidisciplinary Digital Publishing 

Institute. Terdapat sejumlah 10 artikel dari jurnal 

tersebut. Empat artikel lainnya didapatkan dari jurnal 

“IEEE Access” yang diterbitkan oleh Institute of 

Electrical and Electronics Engineers, dan sisanya 

didapatkan dari jurnal lainnya. 

3.  Hasil dan Pembahasan 

Artikel yang telah terpilih kemudian ditelaah lebih lanjut 

sesuai dengan research question (RQ) yang telah 

dirumuskan pada Tabel 1. Beberapa hal yang ditelaah 

yakni penerapan HAR dalam berbagai bidang, akuisisi 

data, dataset yang digunakan, proses pra-proses data, 

ekstraksi fitur, pemilihan fitur, metode klasifikasi, 

skenario pembelajaran dan validasi, performa model, 

hingga tantangan dalam topik penelitian HAR 

menggunakan sensor inersia. 

3.1. RQ-1: Penerapan HAR dalam Berbagai Bidang 

Penelitian mengenai pengenalan aktivitas manusia 

menggunakan sensor inersia memiliki banyak manfaat 

dan dapat diterapkan pada berbagai bidang. Beberapa 

bidang yang telah diidentifikasi antara lain bidang 

kesehatan, konstruksi bangunan, transportasi, dan 

UI/UX. 

Dalam bidang kesehatan, pengenalan aktivitas manusia 

dapat dimanfaatkan untuk memonitor atau memberikan 

peringatan dini pada orang yang menderita penyakit 

tertentu atau membutuhkan penanganan khusus. 

Tchuente, et. al. [8] meneliti HAR dengan menggunakan 

data sensor smartwatch untuk membedakan aktivitas 

agresif dan non-agresif yang sering dijumpai pada 

pasien dimensia. Sedangkan Zhao, et. al. [18] 

memanfaatkan HAR untuk mengenali aktivitas terjatuh 

pada manusia. Hal ini sangat bermanfaat untuk 

memonitor aktivitas lansia yang sangat rentan terjatuh 

dan membutuhkan penanganan secara cepat. Selain itu, 

Memar, et. al. [2] mengeksplorasi aktivitas-aktivitas 

yang dilakukan penderita penyakit Parkinson pada 

posisi duduk untuk memudahkan monitoring assesment 

yang sebelumnya masih harus dilakukan secara subjektif 

dan memerlukan tenaga kesehatan khusus. 

Dalam bidang konstruksi bangunan, HAR dapat 

digunakan untuk memantau pekerja bangunan dalam 

melakukan aktivitas pekerjaan. Pemantauan ini 

bertujuan untuk memastikan produktivitas dan 

keamanan pekerja. Penelitian yang oleh Sanhudo, et. al. 

[3] mengelompokkan aktivitas pekerja menjadi dua 

kategori, yakni aktivitas produktif dan non-produktif. 

Aktivitas produktif yang dimaksud adalah seperti 

memasang sekrup dan menggergaji. Sedangkan aktivitas 

non-produktif seperti duduk dan berdiri.  

Dalam bidang transportasi, Gjoreski, et. al.. [19] telah 

meneliti mengenai pengenalan aktivitas manusia 

berdasarkan moda transportasi yang digunakan 

menggunakan data sensor. Model HAR yang dibangun 

mampu mengklasifikasikan aktivitas seseorang ke 

dalam beberapa jenis moda transportasi seperti sepeda, 

mobil, bus, kereta api, dan kereta bawah tanah.  

Dalam bidang UI/UX, dengan menggunakan data sensor 

smartphone, HAR dapat dilakukan untuk mengenali 

aktivitas-aktivitas pengguna pada smartphone seperti 

scolling, melihat video, dan mengetik [20]. Hal ini 

bermanfaat untuk mengetahui kebiasaan atau pola 

pengguna sehingga dapat menghasilkan rekomendasi 

pengembangan UI/UX pada smartphone.  

3.2. RQ-2: Akuisisi Data 

Akuisisi data pada konteks HAR menggunakan sensor 

inersia dapat digolongkan menjadi dua jenis alat, yakni 

standalone sensor dan smart device. Standalone sensor 

merupakan Sensor inersia dapat ditempelkan pada tubuh 

manusia untuk kepentingan akuisisi data HAR. Jumlah 



 Humaira Nur Pradani, Faizal Mahananto 

Jurnal RESTI (Rekayasa Sistem dan Teknologi Informasi) Vol. 5 No. 6 (2021) 1193 – 1206  

 

DOI: https://doi.org/10.29207/resti.v5i6.3665 

Lisensi: Creative Commons Attribution 4.0 International (CC BY 4.0) 

1197 

 

 

sensor yang ditempelkan beragam dan peletakannya 

disesuaikan dengan aktivitas yang akan diberi label. 

Contoh dari penerapan standalone sensor dalam konteks 

ini adalah penggunaan sensor akselerometer pada 

pergelangan tangan dan kaki untuk mengambil data 

pergerakan pekerja industri bangunan [3]. Sedangkan, 

perangkat pintar atau smart device mulai banyak 

digunakan untuk akuisisi data HAR karena 

penggunaannya yang meluas dan mudah. Perangkat 

pintar yang telah digunakan seperti smartphone [9], 

smartwatch, dan smartglasses [21]. Dari beberapa 

sensor yang ada pada perangkat pintar, akselerometer 

[9], giroskop [4] dan magnometer [14] merupakan 

sensor yang telah  digunakan untuk pengambilan data 

HAR. 

3.3. RQ-3: Dataset 

Beberapa kumpulan data publik terbuka untuk 

komunitas HAR dan dapat diakses secara bebas di web 

dirangkum pada Tabel 2. Pada tabel tersebut, dataset 

dijelaskan berdasarkan jumlah label aktivitas yang 

diklasifikasi, jumlah subjek yang diambil datanya, jenis 

alat yang digunakan dalam akuisisi data, sensor yang 

digunakan, dan sumber dataset. 

Tabel  2. Dataset Publik HAR 

Dataset 
Jumlah 

Aktivitas 

Jumlah 

Subjek 
Device Sensor Ref. 

UCI-HAR  6 30 SP A,G  [22] 

MotionSense 6 24 SP A,G [23] 

MHEALTH 12 10 SS A,G,M [24] 

CogAge 7 6 SP, 

SW, 

SG 

A,G,M [25] 

WISDM 6 26 SP A [26] 

UT-Complex 13 10 SP, SS A,G,M [27] 

SMT 12 9 SP, SS A,G [28] 
DU-MD 10 34 SS A [29] 

PAMAP2 18 9 SS A,G,M [30] 

USC-HAD 12 14 SS A [31] 
WHARF 14 16 SS A [32] 

Sussex-Huawei 

Locomotion-
Transportation 

(SHL) 

8 3 SP A,G,M, 

dll. 

[33] 

HAPT 12 30 SP A,G [34] 

SPHERE 

Challenge 

20 10 SS A, dll. [35] 

UniMiB SHAR 17 30 SP A [36] 

MobiAct 13 67 SP A,G,M [37] 

ExtraSensory 6 60 SP A,G [38] 

UMAFall 13 19 SP A,G [39] 
IM-WSHA 11 10 SS A,G [40] 
Keterangan: SS = standalone sensor, SP = smartphone, SW = smartwatch, A = 

akselerometer, G = giroskop, M = magnometer, dll. = sensor lainnya  

3.4. RQ-4: Pra-proses Data 

Sebelum data sinyal dalam bentuk deret berkala 

digunakan untuk pelatihan pembelajaran mesin, peneliti 

menerapkan serangkaian teknik untuk mempersiapkan 

data. Beberapa teknik yang digunakan adalah 

segmentasi, normalisasi, de-noising, dan penanganan 

ketidakseimbangan kelas. 

3.4.1. Normalisasi 

Salah satu metode transformasi data yang telah 

dilakukan dalam konteks HAR adalah normalisasi. 

Normalisasi merupakan mekanisme untuk mengubah 

skala data menjadi rentang data yang lebih kecil. Hal ini 

dilakukan untuk memastikan tidak ada atribut yang 

sangat mendominasi dalam model karena skala yang 

berbeda. Namun, dari 38 publikasi yang ditelaah hanya 

3 artikel yang melakukan normalisasi. 

Pada penelitian oleh Meng, et. al. [41] metode 

normalisasi Z-Score digunakan untuk pra-proses data 

sebelum membuat model HAR pada data pasien stroke. 

Selain itu, penelitian yang dilakukan oleh Pires, et. al. 

[42] membandingkan empat metode normalisasi 

sekaligus yakni MaxAbsScaler, MinMaxScaler, 

RobustScaler, dan normalisasi Z-Score. Dari hasil 

penelitian tersebut, normalisasi tidak secara signifikan 

menambah akurasi model. Pada penelitian lainnya oleh 

San-Segundo, et. al. [7] diujicobakan tiga metode 

normalisasi yakni 0–1 Range, Mean, dan Z-score. Hasil 

uji coba yang didapatkan menunjukkan bahwa 

normalisasi fitur mampu meningkatkan akurasi pada 

beberapa kasus tertentu saja. Dari penelitian-penelitian 

tersebut dapat diketahui bahwa efektivitas penerapan 

metode normalisasi sangat bergantung pada metode, 

skenario, dan data yang digunakan.  

3.4.2. De-Noising 

Secara umum, data sensor mentah cenderung memiliki 

noise yang membuat sulit untuk mencerminkan data 

pergerakan dalam konteks HAR secara akurat. Maka 

dari itu, untuk mengurangi dampak dari noise dalam 

data, teknik filtering perlu digunakan [15]. Metode-

metode yang telah diterapkan peneliti untuk mengolah 

data sensor inersia antara lain Second-order band stop 

(notch) filter [43], Median Filter [44], Butter-Worth 

Filter [44], Cubical smoothing algorithm [15], Log 

Transform [45], Moving Mean (MM) filter [44], dan 

Low-Pass Filter [41]. 

3.4.3. Penanganan Ketidakseimbangan Kelas 

Data HAR yang tersedia sering kali mengalami 

ketidakseimbangan jumlah data karena model aktivitas 

yang sangat beragam dan akuisisi data yang melelahkan. 

Sebagai contoh, mengumpulkan data orang sehat akan 

lebih mudah daripada mengumpulkan data orang yang 

sakit karena berbagai keterbatasan. Meskipun mayoritas 

penelitian HAR dengan menggunakan sensor inersia 

tidak memperhatikan masalah ini, beberapa peneliti 

telah menerapkan metode tambahan untuk 

menanggulangi masalah ini. Penelitian oleh Meng, et. al. 

[41] menggunakan pendekatan SMOTE (Synthetic 

Minority Oversampling Technique) untuk 

menyeimbangkan data HAR pasien stroke dan orang 

sehat. Sedangkan, metode down-sampling yakni 

mengurangi data kelas mayoritas dilakukan pada dua 

penelitian lainnya [7][19].  
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3.4.4. Segmentasi 

Segmentasi merupakan teknik yang digunakan untuk 

membagi sinyal asli menjadi beberapa segmen atau 

window yang berisikan sejumlah sampel/poin data. 

Jumlah sampel dalam satu window bergantung pada 

tingkat frekuensi sampling. Sebagai contoh, segmen 

sepanjang 2,5 detik pada frekuensi sampling 50Hz akan 

berisi 125 sampel [46]. Terdapat beberapa cara untuk 

melakukan segmentasi sinyal sensor HAR yang dapat 

dikategorikan ke dalam tiga kelompok, yaitu activity-

defined windows, event-defined windows dan sliding 

windows. Pendekatan sliding windows adalah metode 

yang paling banyak digunakan dalam langkah 

segmentasi HAR [47]. Dalam pendekatan ini, sinyal 

sensor dibagi menjadi beberapa window dengan ukuran 

yang tetap. Jika ada tumpang tindih antara jendela yang 

berdekatan, teknik ini dikenal sebagai “overlap sliding 

window”, dan jika tidak, disebut dengan “non-overlap 

sliding window”. Gambar 5 menggambarkan dua jenis 

metode tersebut, dimana W1-W3 merepresentasikan 

contoh window yang terbentuk. 

  
(a) (b) 

Gambar 5. Skenario segmentasi (a) overlap (b) non-overlap 

Pendekatan overlap sliding windows diterapkan dengan 

beragam persentase tumpang tindih window yang 

digunakan, dimana mayoritas publikasi menggunakan 

persentase 50% [15][20][48][49]. Namun, terdapat 

beberapa angka proporsi lain yang digunakan seperti 

25% [50], 33% [51], 67% [7], 75% [3], dan 96% [8]. 

Pendekatan overlap digunakan untuk mencegah 

kurangnya informasi aktivitas pada satu window 

sehingga mampu mengurangi kesalahan klasifikasi. 

Meskipun begitu, pendekatan non-overlap sliding 

window juga telah diterapkan pada beberapa penelitian 

[4][41] dan masih dapat menghasilkan akurasi HAR 

yang baik. Dari segi waktu yang diperlukan untuk 

membentuk satu window, peneliti telah menggunakan 

beberapa skenario waktu dari 0.3 detik hingga 256 detik. 

Gambar 6 merepresentasikan grafik Treemap mengenai 

persebaran skenario ukuran waktu yang dibutuhkan 

dalam satu window. Dari gambar tersebut, dapat 

diketahui bahwa mayoritas publikasi menggunakan 

ukuran 2,56-5 detik untuk mendapatkan window dari 

data sensor inersia dalam mengklasifikasikan aktivitas 

manusia.  

 

Gambar 6. Persebaran ukuran window dalam satuan waktu 

3.5. RQ-5: Ekstraksi Fitur (Feature Extraction) 

Ekstraksi fitur merupakan salah satu tahapan penting 

pada sistem HAR. Tujuan dari tahapan ini adalah untuk 

mendapatkan karakteristik umum dari sinyal. Fitur yang 

diekstraksi akan digunakan sebagai diskriminan untuk 

membedakan pola atau karakteristik data suatu aktivitas 

dan aktivitas lainnya [52]. Fitur yang diekstraksi dalam 

konteks HAR menggunakan data sensor inersia dapat 

digolongkan menjadi dua jenis ekstraksi fitur, yakni fitur 

buatan tangan (hand-crafted feature) dan fitur yang 

dipelajari (learned feature) [52]. Hand-crafted feature 

merujuk pada fitur yang didapatkan dari proses 

pendefinisian dan ekstraksi fitur secara manual oleh 

peneliti, sedangkan learned feature diperoleh secara 

otomatis saat algortima tertentu diterapkan. Learned 

feature dapat diperoleh dengan menerapkan algoritma 

deep learning yang menggabukan proses ekstraksi fitur 

dan klasifikasi secara abstrak [7]. Meskipun dengan 

menggunakan learned feature peneliti diuntungkan 

karena tidak perlu pendefinisian terlebih dahulu secara 

manual, metode ini memiliki kekurangan 

kompleksitasnya yang tinggi dan sulit diinterpretasi. Di 

sisi lain, penggunaan hand-crafted feature merupakan 

praktik yang saat ini sering digunakan oleh peneliti 

karena kesederhanaan perhitungan dan kompleksitas 

komputasi yang lebih rendah [52].  

Pada hand-crafted feature, terdapat dua jenis ekstraksi 

fitur yang sering digunakan yakni disebut time-domain 

dan frequency-domain. Perbedaan dari keduanya adalah 

fitur time-domain diperoleh secara langsung dari sinyal 

yang telah diakuisisi menggunakan beberapa fungsi 

matematis, sedangkan fitur frequency-domain diperoleh 

dengan mentransformasi data terlebih dahulu 

menggunakan Fast Fourier Transform (FFT) [52]. Tabel 

3 menunjukkan fitur-fitur yang sering digunakan dalam 

konteks HAR menggunakan sensor inersia. Meskipun 

kedua jenis fitur tersebut memiliki informasi yang 

berbeda, beberapa penelitian menggunakan hanya salah 

satu domain saja untuk mengurangi kompleksitas dan 

pertimbangan komputasi [14][53][54]. Di sisi lain, 

penggunaan kedua domain tersebut secara bersamaan 

memiliki nilai lebih karena menangkap informasi dari 

berbagai sudut pandang data. Terlebih, banyak peneliti 

juga menambahkan beberapa analisis tambahan untuk 

menunjang fitur-fitur tersebut, seperti fitur Cepstral [7], 

fitur Spectogram-based [10], dan Wavelet Energy [15].  

Tabel  3. Fitur time-domain dan frequency-domain 
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Kategori Fitur Deskripsi 

Time-

domain  

Mean Nilai rata-rata dalam satu 

segmen [44]  

Standar 
Deviation 

Standar deviasi yang 
merepresentasikan ukuran 

sebaran statistik dalam satu 

segmen [44] 

 Maximum Nilai terbesar dalam satu 
segmen  [44] 

 Minimum Nilai terkecil dalam satu 

segmen  [44] 

 Median Absolut Nilai tengah absolut dalam satu 

segmen [55] 

 IQR Selisih antara persentil ke-75 

dan persentil ke-25 dalam satu 
segmen [15] 

 Skewness Ukuran ketidaksimetrisan 

distribusi nilai dalam satu 

segmen  [20] 

 Kurtosis Derajat keruncingan 

(tailedness) dalam satu segmen  

[20] 

 Mean Absolute 

Deviation 

(MAD) 

Rata-rata simpangan absolut 

dari titik pusat dalam satu 

segmen  [20] 

 Variance Ukuran seberapa jauh sebuah 
kumpulan bilangan tersebar 

dalam satu segmen [20] 

 Correlation Korelasi antar variabel dalam 
satu segmen [9] 

 Number of 

Peaks 

Jumlah kejadian puncak dalam 

satu segmen [20] 

 Peak to Peak Selisih nilai maksimum dan 
minimum dalam satu segmen 

[9] 

 Curve Length Jarak antara dua titik di 

sepanjang bagian kurva dalam 

satu segmen [21] 

 Zero Crossing 

Rate 

Jumlah kejadian fungsi 

menyentuh titik nol dalam satu 
segmen  [20] 

 Signal 

Magnitude Area 
(SMA) 

Integral yang dinormalisasi 

dari 3-sumbu untuk setiap jenis 
sensor dalam satu segmen  [20] 

 Energy Area di bawah magnitudo 

kuadrat dari setiap sumbu 

dalam satu segmen [20] 

 Auto 

Regression 

Coefficient 

Koefisien dari model 

Autoregressive (AR) dalam 

satu segmen [7] 

 Root Mean 
Squared (RMS) 

Rata-rata kuadrat akar dalam 
satu segmen [9] 

 Total Sum Total penjumlahan nilai dalam 

satu segmen [46] 

Frequen
cy-

domain 

Spectral 
Entropy 

Ukuran distribusi spektral dari 
sinyal dalam satu segmen [13]  

 Median of 
Frequency 

Nilai tengah frekuensi dalam 
satu segmen [45] 

 Energy  Penjumlahan kuadrat 

magnitudo komponen FFT [19] 

 Three largest 
magnitudes 

Tiga puncak dengan besaran 
terbesar dari perhitungan 

Power Spectral Density (PSD) 

[19] 

 Sum of Spectral 

Power 

Components 

Total penjumlahan dari 

distribusi FFT  [46] 

Kategori Fitur Deskripsi 

 Mean of 

Spectral Power 

Components 

Nilai rata-rata dari distribusi 

FFT [46] 

 Median of 
Spectral Power 

Components 

Nilai tengah dari distribusi FFT 

[46]   

3.6. RQ-6: Pemilihan Fitur (Feature Selection) 

Pemilihan fitur dilakukan setelah serangkaian fitur telah 

diekstraksi untuk menemukan subset fitur yang optimal 

untuk pengolahan data pembelajaran mesin. Proses 

pemilihan fitur dilakukan karena terdapat konsep “Curse 

of Dimensionality”. Konsep ini menyatakan bahwa 

penambahan dimensi (fitur) akan menimbulkan masalah 

peningkatan eksponensial dalam volume yang dapat 

mempengaruhi performa dan menyebabkan komputasi 

yang makin tinggi [56]. Dalam konteks HAR 

menggunakan sensor inersia, peneliti telah menerapkan 

beberapa pendekatan antara lain metode filter, wrapper, 

ensemble, dan Principal Component Analysis (PCA). 

3.6.1. Filter  

Metode filter merujuk pada metode pemilihan fitur yang 

dilakukan dengan menentukan peringkat fitur dimana 

fitur berperingkat tinggi akan dipilih dan diterapkan ke 

prediktor. Metode ini memiliki kelebihan dari segi 

komputasi yang ringan dan dapat menghindari overfit 

[57]. Beberapa pendekatan filter digunakan dalam 

konteks HAR menggunakan sensor inersia antara lain 

Relief F [21][58], Fisher Score [21][58], Chi-Square 

[21][58], Mutual Information [41], Information Gain 

[8], Linear Discriminant Analysis (LDA) [53], dan 

Korelasi Pearson [4].  

3.6.2. Wrapper 

Dalam metode wrapper, prediktor dianggap sebagai 

sebuah “kotak hitam” dan kinerja prediktor sebagai 

fungsi tujuan untuk mengevaluasi subset variabel. 

Subset optimal ditemukan dengan menggunakan 

algoritma pencarian yang menemukan subset secara 

heuristik karena mengevaluasi subset 2N menjadi 

masalah NP-hard [57]. Sejumlah algoritma pencarian 

dapat digunakan untuk menemukan subset dari variabel 

yang memaksimalkan fungsi tujuan yang merupakan 

kinerja klasifikasi. Algoritma yang telah digunakan 

peneliti dalam konteks HAR antara lain Binary Grey 

Wolf Optimization (BGWO) [43], Random Forest 

Wrapper [19], dan Particle Swarm Optimization (PSO) 

[54]. 

3.6.3. Ensemble 

Pada metode ensemble, subset fitur diperoleh 

menggunakan berbagai metode dasar yang kemudian 

hasilnya diagregat. Sanhudo, et. al. [3] menggunakan 

beberapa algoritma seleksi fitur dasar seperti Mutual 

Information, F-test ANOVA (Analysis of variance), 

Feature Importance dan Recursive Feature Elimination 
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yang kemudian hasilnya digabung menggunakan 

algoritma hard voting. Sedangkan, Ahmed, et. al. [48] 

mengusulkan metode lainnya yakni pemilihan fitur 

dengan menggabungkan teknik filter dan wrapper. 

Metode ini disusun dengan dua tahapan, antara lain 

pemilihan fitur dengan SFFS (Sequential Forward 

Floating Search) yang dilakukan sebanyak lima kali 

sehingga menghasilkan 10 subset fitur, kemudian 

dilanjutkan dengan menggunakan algoritma Support 

Vector Machine untuk memilih subset fitur akhir yang 

terbaik. Selain itu, Fan, et. al. [9] mengusulkan metode 

seleksi fitur yang disebut dengan BAROQUE yang 

merupakan gabungan dari metode Bee Swarm 

Optimization (BSO) dan Deep Q Network (DQN). Pada 

metode ini, BSO digunakan untuk pencarian ruang fitur 

dan DQN digunakan untuk membuat proses pencarian 

lokal lebih adaptif dan lebih efisien, sehingga 

menghasilkan subset fitur yang optimal untuk klasifikasi 

HAR. 

3.6.4. Principal Component Analysis (PCA) 

Pendekatan Principal Component Analysis (PCA) 

digunakan oleh beberapa peneliti seperti pada penelitian 

[13], [14], dan [46]. Ide utama dari pendekatan ini adalah 

untuk mengurangi dimensi dari kumpulan data di mana 

terdapat sejumlah besar variabel yang saling terkait, 

namun juga mempertahankan sebanyak mungkin variasi 

yang ada dalam kumpulan data. Pengurangan ini dicapai 

dengan mentransformasikan ke satu set variabel baru 

yakni “principal component”, yang tidak berkorelasi 

dan mempertahankan sebagian besar variasi yang ada 

pada semua variabel aslinya [59]. Selain PCA 

konvensional, metode kernel PCA atau disingkat dengan 

kPCA juga telah digunakan oleh Hassan, et. al. [44]. 

Dalam kPCA, kernel statistik diterapkan terlebih dahulu 

ke fitur input, lalu diikuti oleh PCA biasa. Dengan 

metode ini, peneliti mampu menghasilkan 100 fitur yang 

paling bermakna untuk klasifikasi HAR. 

3.7. RQ-7: Metode Klasifikasi 

Secara garis besar, metode klasifikasi yang diterapkan 

untuk pengenalan aktivitas manusia dapat 

dikelompokkan menjadi tiga kategori yakni Machine 

Learning, Deep Learning, dan Ensemble Learning. Pada 

kategori Machine Learning metode-metode yang 

digunakan merupakan metode konvensional, sedangkan 

Deep Learning berisikan metode yang spesifik  

pengembangan dari Neural Network. Selain itu, 

Ensemble Learning berisikan metode gabungan dari 

beberapa classifier. Ringkasan mengenai penggunaan 

model klasifikasi dalam topik ini terdapat pada Tabel 4. 

Pada tabel tersebut terdapat tiga bagian yakni mengenai 

jenis pembelajaran klasifikasi yang dilakukan, algoritma 

yang digunakan secara spesifik, dan referensi artikel 

yang menggunakan algoritma tersebut dalam 

pengolahan data. 

Tabel  4. Metode Klasifikasi 

Jenis Algoritma Ref. 

Deep 
Learning 

Deep Believe Neural 
Network (DBN) 

[44] 

Multi-layer Perceptron 

(MLP) 

[7], [9], [20]  

 Long-Short Term Memory 

(LSTM) 

[10], [55], [51] 

 Deep Neural Network (DNN) [42] 

 Deep Convolution Neural 

Networks (DCNN) 

[14], [46] 

 Extreme Learning Machine 
(ELM) 

[60] 

Machine 

Learning 

Support Vector Machine 

(SVM) 

[8], [13], [14], [15], [44], 

[43], [48], [20], [58], [21], 

[41], [53], [61], [62], [51] 

Decision Tree (DT) [4], [63], [8], [43], [58], 

[21], [51] 

Genetic Algorithm (GA) [43] 

 Artificial Neural Network 

(ANN) 

[4], [15], [44] 

 Hidden Markov Model [7], [13] 

 K Nearest Neighbor (KNN) [3], [8], [14], [20], [62], 

[63], [51] 

 Extremely Randomized Tree [20] 

 Linear Regression [21] 

 Gaussian Process [21] 

 Threshold Selection [21] 

 Multivariate Gaussian 
Distribution (MGD) 

[18] 

 Naïve Bayes [8], [51] 

 AutoRegressive (AR) [64] 

 Maximum full a posteriori 

(MFAP) 

[65] 

 Sparse-representation-based 
classifier 

[66] 

Ensemble 

Learning 

Voting [50], [45], [67] 

Bagging [20], [49], [67] 

 Adaboost [20], [49] 

 Random Forest (RF) [4], [7], [8], [13], [15], 

[20], [58], [50],  
 XGBoost [50] 

 Stacking [19], [68], [67] 

 Boosting [67] 

 Gradient Boosting [3] 

 Ensembles of nested 
dichotomies (END) 

[49] 

 Random Sub-space [49] 

 Rotation Forest [54], [49] 

 Average Probabilities [45] 

Selain metode klasifikasi yang telah disebutkan pada 

Tabel 3, terdapat metode tambahan lain untuk 

menunjang akurasi klasifikasi yang dihasilkan. Metode 

tambahan ini biasa digunakan untuk optimasi parameter 

pada metode tertentu. Sebagai contoh, metode grid-

search telah digunakan untuk menyempurnakan 

parameter dari pohon keputusan yang dibangun untuk 

model  Adaboost [46]. Selain itu, terdapat penerapan 

metode meta-heuristik lain seperti Ant Colony 

Optimization (ACO), Binary Grey Wolf Optimization 

(BGWO), dan Particle Swarm Optimization (PSO) 

untuk menunjang model klasifikasi HAR [43]. 

3.8. RQ-8: Skenario Pembelajaran dan Validasi 

Dalam melakukan pembelajaran atau training pada 

model klasifikasi HAR, secara garis besar peneliti 

menerapkan dua jenis skenario [15]. 

3.8.1. Personalisasi 
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Jenis pembelajaran personalisasi adalah pembelajaran 

HAR yang mempertimbangkan karakteristik tiap  

pengguna. Ide pendekatan ini muncul karena berat 

badan, tinggi badan, jenis kelamin dan kondisi fisik akan 

mempengaruhi pergerakan seseorang. Dengan kata lain, 

aktivitas setiap orang akan berbeda karena masing-

masing individu membawa pola pribadi mereka sendiri 

[15]. Maka dari itu, pendekatan ini berfokus untuk 

membangun classifier yang dilatih hanya dari data 

aktivitas pengguna tunggal. Dalam hal ini, dataset 

pelatihan didapatkan dari data pengguna tertentu dan 

dilakukan ujicoba pada pengguna yang sama, tidak 

mempertimbangkan pengguna yang lain. Ilustrasi 

mengenai pendekatan ini terdapat pada Gambar 7. 

Namun, kekurangan dari pendekatan ini adalah 

membutuhkan data yang cukup banyak untuk pelatihan 

dari satu orang yang sama dan model yang dibangun 

hanya bisa diimplementasikan untuk masing-masing 

pengguna [46].  

 

Gambar 7. Model Personalisasi  

3.8.2. Generalisasi 

Jenis pembelajaran generalisasi berfokus menambahkan 

generalisasi pengguna lainnya pada model yang 

dibangun. Ide ini muncul karena secara umum untuk 

masalah klasifikasi multi-kelas membutuhkan data 

pelatihan dengan jumlah yang besar, terutama ketika 

dimensi vektor fitur tinggi. Namun, mengumpulkan data 

pelatihan untuk pengenalan aktivitas membutuhkan 

prosedur yang melelahkan karena melibatkan banyak 

aktivitas. Akibatnya, dalam beberapa kasus, data 

pelatihan dari satu orang tidak memadai sehingga  perlu 

menggunakan data pelatihan pengguna lain dalam 

membangun model [15]. Model generalisasi juga kerap 

dibagi menjadi dua jenis, yakni model yang sama sekali 

tidak melibatkan data pengguna yang diuji pada proses 

pelatihan, atau melibatkan sebagian data pengguna yang 

diuji pada proses pelatihan. Ilustrasi mengenai 

pendekatan generalisasi digambarkan pada Gambar 8. 

Beberapa peneliti melakukan perbandingan terkait 

pendekatan personalisasi dan generalisasi dalam model 

HAR. Ferrari, et. al. [46] membandingkan tiga skenario 

dengan istilah subject-dependent, subject-independent, 

dan hybrid. Subject-dependent merujuk pada model 

personalisasi, sedangkan subject-independent merujuk 

pada generalisasi tipe a, dan hybrid merujuk pada 

generalisasi tipe b (lihat Gambar 8).   

 

(a) 

 

 

 

(b) 

Gambar 8. Model Generalisasi (a) Tidak melibatkan data pengguna 

yang diuji (b) Melibatkan sebagian data pengguna yang diuji 

Penelitian lainnya yang dilakukan oleh Chen, et. al. [15] 

menggunakan istilah one-to-one untuk skenario 

personalisasi, rest-to-one untuk generalisasi yang tidak 

melibatkan data pengguna uji saat pelatihan model, dan 

all-to-one untuk generalisasi yang melibatkan sebagian 

data pengguna yang uji saat pelatihan model. Temuan 

yang dihasilkan dari kedua penelitian tersebut serupa, 

yakni pendekatan personalisasi maupun generalisasi 

yang melibatkan sebagian data pengguna memiliki hasil 

yang lebih baik dari pendekatan lainnya. Hal ini 

dikarenakan data pelatihan yang digunakan 

mengandung informasi karakteristik khusus pengguna 

yang membuat model lebih cocok untuk diterapkan. 

Namun, pendekatan personalisasi murni cukup 

menantang dalam praktik aslinya, karena sistem HAR 

membutuhkan model yang dapat digunakan beragam 

pengguna [46]. Di sisi lain, pendekatan generaliasi yang 

melibatkan sebagian data pengguna uji saat pelatihan 

model dapat menangkap karakteristik pengguna, baik 

secara umum maupun individu serta mampu 

memberikan data pelatihan yang cukup memadai untuk 

pembuatan model. Maka dari itu, pendekatan ini terbukti 

mampu menghasilkan akurasi klasifikasi aktivitas 

manusia yang lebih baik pada beberapa kasus [15] [46]. 

3.9. RQ-9: Performa Model 

Pengukuran seberapa baik model klasifikasi multi-kelas 

dalam konteks HAR dapat dilakukan dengan 

menggunakan metrik-metrik tertentu. Metrik-metrik 

tersebut didasarkan pada sebuah matriks yang 

memetakan data prediksi dan aktual yang disebut 

dengan confusion matrix [69]. Ilustrasi confusion matrix 

untuk klasifikasi multi-kelas direpresentasikan pada 

Gambar 9, dimana K merupakan kelas, i 

merepresentasikan kelas spesifik tertentu, dan n 

merupakan jumlah kelas. 

 

Gambar 9. Ilustrasi Confusion Matrix Multi-Kelas  
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Dari confusion matrix yang terbentuk, kemudian dapat 

dihitung serangkaian metrik. Tabel 5 menunjukkan 

metrik-metrik yang banyak digunakan dalam klasifikasi 

HAR dengan menggunakan sensor inersia. 

Tabel  5. Metrik Pengukuran 

Metrik  Formula 

Akurasi  𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑁 + 𝐹𝑃 + 𝑇𝑁
  

Sensitivitas/ 

Recall 
 𝑇𝑃

𝑇𝑃 +  𝐹𝑁
 

Spesifisitas  𝑇𝑁

𝑇𝑁 +  𝐹𝑃
 

Precision  𝑇𝑃

𝑇𝑃 +  𝐹𝑃
 

F1 Score  2𝑇𝑃

2𝑇𝑃 +  𝐹𝑃 + 𝐹𝑁
 

MCC  𝑇𝑃 𝑥 𝑇𝑁 − 𝐹𝑃 𝑥 𝐹𝑁

√(𝑇𝑃 + 𝐹𝑃)(𝑇𝑃 + 𝐹𝑁)(𝑇𝑁 + 𝐹𝑃)(𝑇𝑁 + 𝐹𝑁)
 

Perbandingan performa model dari segi rata-rata akurasi 

yang dihasilkan tiap jenis metode klasifikasi 

ditunjukkan dalam Gambar 10. Nilai tersebut didapatkan 

dari merata-rata nilai akurasi yang dihasilkan tiap model 

dengan jenis metode klasifikasi tertentu seperti yang 

tertera pada Tabel 4. Pada Gambar 10, sumbu x 

menunjukkan jenis metode klasifikasi yakni Deep 

Learning, Machine Learning konvensional dan 

Ensemble Learning. Sedangkan sumbu y 

merepresentasikan besar rata-rata akurasi yang 

dihasilkan. 

 

Gambar 10. Perbandingan Akurasi Jenis Model Klasifikasi 

Dari Gambar 10, diketahui bahwa Deep Learning 

memiliki nilai rata-rata akurasi paling tinggi yakni 

sebesar 93,03%. Sedangkan, rata-rata akurasi dari 

penelitian yang menggunakan metode Machine 

Learning konvensional dan Ensemble Learning secara 

berurutan adalah sebesar 91,23% dan 90,1%. Hal ini 

menunjukkan bahwa antar jenis metode tidak memiliki 

perbedaan yang signifikan, yakni hanya dengan selisih 

1,8-2,86%. Meskipun Deep Learning memiliki nilai 

akurasi yang paling tinggi, namun metode ini memiliki 

beberapa kekurangan antara lain sulit menginterpretasi 

model, membutuhkan banyak dataset untuk pelatihan, 

dan membutuhkan komputasi yang tinggi [70]. 

Sehingga, banyak peneliti memanfaatkan metode 

Machine Learning konvensional dan Ensemble Learning 

dengan berbagai arsitektur model untuk menghasilkan 

akurasi yang lebih baik [20][49][67]. Perbandingan 

model klasifikasi yang lebih spesifik antar algoritma 

ditunjukkan pada Gambar 11 hingga Gambar 14. 

 

Gambar 11. Perbandingan Akurasi Deep Learning 

Gambar 12 menunjukkan perbandingan akurasi antar 

algoritma Deep Learning yang telah digunakan pada 

penelitian HAR menggunakan sensor inersia. Dari 6 

algoritma Deep Learning yang diidentifikasi, rata-rata 

akurasi tertinggi dihasilkan pada algoritma Multi-Layer 

Perceptron (MLP) yakni sebesar 97,75%. Kemudian 

diikuti oleh metode Extreme Learning Machine (ELM) 

dengan akurasi 97,35% dan Deep Believe Neural 

Network (DBN) dengan akurasi sebesar 95,85%.  

 

Gambar 12. Perbandingan Akurasi Machine Learning 

Meskipun dari segi rata-rata akurasi berdasarkan jenis 

klasifikasi yang digunakan (Gambar 10) Machine 

Learning konvensional memiliki akurasi yang lebih 

rendah, namun akurasi paling tinggi pada jenis 

klasifikasi ini lebih tinggi daripada algoritma klasifikasi 

Deep Learning. Dapat dilihat dari Gambar 12, bahwa 

dua algoritma Machine Learning dengan akurasi 

tertinggi yakni Maximum Full A Posteriori (MFAP) dan 

Sparse-represention-based Classifier yang 

menghasilkan rata-rata akurasi sebesar 98,76% dan 

98,01, secara berturut-turut.  
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Gambar 13. Perbandingan Akurasi Ensemble Learning 

Ditinjau dari Gambar 13, algoritma Ensemble Learning 

juga memiliki akurasi tertinggi yang serupa dengan 

algoritma Machine Learning konvensional. Akurasi 

tertinggi pada jenis klasifikasi ini terdapat pada angka 

98,74% dengan menggunakan algoritma Ensemble of 

nested dichotomis (END). Kemudian diikuti oleh 

algoritma Random sub-space dan Rotation Forest yang 

memiliki rata-rata akurasi sebesar 98,57% dan 98,33%. 

Dari analisis tersebut, dapat diketahui bahwa meskipun 

secara agregat metode Deep Learning memiliki nilai 

akurasi yang paling tinggi, namun algoritma Machine 

Learning dan Ensemble Learning juga memiliki akurasi 

yang baik jika ditinjau dari nilai akurasi tiap algoritma 

yang tertinggi. 

Selain metode klasifikasi yang digunakan, hal penting 

yang juga dapat berpengaruh pada akurasi klasifikasi 

HAR adalah bagaimana pra-proses pengolahan data 

serta rekayasa fitur dilakukan [53]. Gambar 14 

menunjukkan perbandingan rata-rata akurasi pada jenis 

rekayasa fitur yang diperoleh dari meta analisis 38 

publikasi. Analisis akurasi ini difokuskan pada model-

model yang menggunakan fitur hand-crafted untuk 

membahas lebih lanjut pengaruh domain yang 

digunakan.  

Pada Gambar 14, grafik berwarna hijau 

merepresentasikan rata-rata akurasi model tanpa proses 

seleksi fitur. Sedangkan, grafik berwarna biru 

merepresentasikan rata-rata akurasi model dengan 

melibatkan proses seleksi fitur. Dari gambar tersebut 

dapat diketahui bahwa rata-rata akurasi model dengan 

menggunakan kombinasi fitur time domain dan 

frequency domain lebih tinggi dibandingkan hanya 

dengan time domain saja. Pada penelitian yang 

melibatkan proses seleksi fitur, rata-rata akurasi yang 

dihasilkan yakni sebesar 91,83% untuk penggunaan time 

domain dan frequency domain. Angka ini lebih tinggi 

dari rata-rata akurasi time domain saja dengan selisih 

0,91%. Sejalan dengan hal tersebut, rata-rata akurasi 

pada penelitian yang menggunakan kombinasi fitur time 

domain dan frequency domain namun tidak melakukan 

seleksi fitur adalah sebesar 96,02%. Angka ini lebih 

tinggi 0,54% dari rata-rata akurasi penelitian yang hanya 

menggunakan fitur time domain saja. Selain itu, terlihat 

perbedaan yang cukup signifikan dari akurasi penelitian 

yang menggunakan hanya fitur pada frequency domain 

saja. Penelitian yang melakukan proses seleksi fitur dan 

hanya menggunakan fitur frequency domain saja 

menghasilkan akurasi tertinggi yakni sebesar 98,67%. 

Sedangkan tanpa seleksi fitur hanya 88,87%. Hasil ini 

mencerminkan bahwa proses ekstraksi fitur dan 

pemilihan fitur dapat berdampak pada performa model 

yang dihasilkan [52]. 

 

Gambar 14. Perbandingan Akurasi Ensemble Learning 

3.10. RQ-10: Tantangan dan Penelitian Selanjutnya 

Dari hasil telaah 38 artikel penelitian yang telah 

dilakukan, dapat diidentifikasi beberapa tantangan 

dalam penelitian HAR yang perlu diperhatikan pada 

penelitian selanjutnya. Tantangan pertama adalah terkait 

konsep “Curse of Dimensionality”. Salah satu 

permasalahan yang dihadapi pada penelitian konteks 

HAR menggunakan sensor inersia adalah banyaknya 

fitur yang diekstraksi sehingga membutuhkan komputasi 

yang tinggi [9][48]. Data sensor inersia memiliki 

dimensi yang tinggi karena masing-masing sensor 

menghasilkan nilai pada tiga sumbu, yakni pada sumbu 

x, y dan z [71]. Sehingga, proses seleksi fitur perlu 

menjadi sebuah hal yang menjadi pertimbangan dalam 

penelitian selanjutnya. Berbagai algoritma pemilihan 

fitur dapat digunakan seperti yang telah dijelaskan pada 

sub-bab 3.6. 

Tantangan kedua yakni memastikan fitur-fitur yang 

digunakan sebagai input model HAR merupakan 

kumpulan fitur yang optimal. Jika fitur tidak bisa 

menjadi diskriminan yang baik untuk klasifikasi 

aktivitas, maka model yang dihasilkan cenderung 

memiliki akurasi yang lebih rendah c. Pengembangan 

terkait ekstraksi fitur yang dapat diusulkan yakni 

penambahan analisis baru selain ekstraksi fitur pada 

time-domain dan frequency-domain, seperti tambahan 

analisis statistik pada sinyal aktivitas dengan Detrended 

Fluctuation Analysis (DFA) [72]. 

Tantangan ketiga tekait dengan tingkat robustiness dari 

model yang terbentuk. Robustness model merupakan 

representasi dari seberapa umum model dapat digunakan 

dalam berbagai studi kasus [7]. Dalam konteks ini, 
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robustness model dapat diukur melalui pengujian pada 

data yang berbeda, misalnya pada data dengan 

penempatan sensor yang berbeda [4] atau karakter 

subjek yang berbeda [46]. Model HAR yang terbentuk 

perlu mempertimbangkan faktor robustness dengan 

melakukan validasi model yang diusulkan melalui 

pengujian pada beberapa dataset [43][67].  

Tantangan keempat adalah terkait jumlah dan 

kompleksitas aktivitas. Model-model HAR yang telah 

dikembangkan mayoritas digunakan untuk 

mengidentifikasi aktivitas dasar sehari-hari seperti 

berjalan, berdiri, duduk, dan naik turun tangga [58][55]. 

Padahal pada kenyataannya, aktivitas manusia sangat 

beragam dan kompleks [13]. Terlebih, saat ini jumlah 

aktivitas yang telah diklasifikasi pada penelitian HAR 

cukup terbatas, yakni tidak lebih dari 20 aktivitas (lihat 

Tabel 2). Hal ini dapat menjadi peluang untuk penelitian 

selanjutnya dengan menambahkan lebih banyak data 

aktivitas HAR dan memilih aktivitas yang lebih 

kompleks.    

Tantangan kelima adalah mengenai trade-off antara 

akurasi dan komputasi. Dalam mengembangkan model 

HAR menggunakan sensor inersia, faktor trade-off 

akurasi dan komputasi perlu diperhatikan [54]. Hal ini 

karena pemrosesan yang dilakukan harus secara real-

time pada alat yang terbatas, sedangkan akurasi yang 

dihasilkan oleh model juga tidak boleh banyak 

berkurang [51]. Sehingga, penelitian mengenai HAR 

menggunakan sensor inersia selanjutnya perlu 

mengukur dan menganalisis keseimbangan antara 

komputasi yang dibutuhkan dalam memproses data dan 

seberapa baik akurasi yang dihasilkan.  

4.  Kesimpulan 

Human Activity Recognition (HAR) merupakan topik 

penelitian yang sedang banyak diteliti karena 

pemanfaatannya yang sangat luas. Studi literatur ini 

dilakukan untuk mengetahui lebih lanjut tren penelitian 

pada studi kasus tersebut. Studi literatur dilakukan 

melalui beberapa tahapan mulai identifikasi publikasi 

rujukan, screening penelitian, pengecekan kelayakan, 

dan didapatkan 38 penelitian terkait HAR dengan 

menggunakan sensor inersia. Dari 38 penelitian tersebut, 

dilakukan meta analisis terkait implementasi dalam 

berbagai bidang, jenis akuisisi data yang dilakukan, 

dataset publik yang dapat diakses, metode pra-proses 

yang digunakan dalam memproses data sensor, metode 

ekstraksi fitur yang digunakan dalam penelitian yang 

sudah ada, metode pemilihan fitur, metode klasifikasi,  

skenario pelatihan, performa model HAR dan terakhir 

mengidentifikasi tantangan dalam penelitian HAR 

menggunakan data sensor inersia. Dari hasil studi 

literatur yang telah dilakukan, diketahui bahwa model-

model yang dihasilkan masih belum optimal dari segi 

akurasi. Hal ini disebabkan oleh beberapa hal, antara lain 

adanya konsep “Curse of Dimensionality” yang harus 

diperhatikan, ekstraksi fitur yang optimal untuk 

menunjang model, tingkat robustness model, 

kompleksitas aktivitas yang diklasifikasi, dan trade-off 

antara akurasi-komputasi. Maka dari itu, penelitian 

mendatang mengenai HAR menggunakan sensor inersia 

dapat dilakukan dengan mempertimbangkan berbagai 

aspek tersebut. Sedangkan, studi literatur ini dapat 

dikembangkan lebih lanjut dengan penambahan 

publikasi yang ditelaah dan analisis lanjutan yang lebih 

rinci pada tiap proses pembuatan model HAR.  
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